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Komputerowe wspomaganie identyfikacji talentow w sporcie
Computer based sport talent identification

Streszczenie

W niniejszej pracy przedstawiono koncepcje systemu do komputerowego
wspomagania identyfikacji talentow w sporcie. W koncepcji zatozono
wykorzystanie metody badania podobienstwa opartej na optymalizacji
wielokryterialnej oraz nadzorowanym algorytmie klasyfikacji z obszaru uczenia
maszynowego: lesie drzew decyzyjnych. Dane do budowy wzorcow dyscyplin
sportowych pozyskano z publikacji (Santos, Dawson, Matias i in 2014). Dane te
rowniez postuzyly do wygenerowania testowego zestawu danych sportowcow do
przeprowadzenia eksperymentow badawczych. Badania przeprowadzono w
autorskim programie oraz w Srodowisku chmurowym Microsoft Azure Machine
Learning Studio. Przeprowadzone eksperymenty wykazaly, ze analizowane metody
z powodzeniem mozna zastosowa¢ w procesie identyfikacji talentow sportowych.

Stowa  kluczowe: identyfikacja  talentow  sportowych,  optymalizacja
wielokryterialna, uczenie maszynowe, nauka o danych

Abstract

This paper presents the concept of the computer decision support system for talent
identification in sport. In this concept the use of two methods was assumed: pattern
recognition based on multicriteria optimization and machine learning supervised
classification algorithm: decision forest. The data for sport dyscyplin patterns has
obtained from publication (Santos, Dawson, Matias et al. 2014). This data also has
been used to generate test data sets to research purposes. The researches were
carried out in author’s application and in the cloud environment Microsoft Azure
Machine Learning Studio. The results show that both methods can be used with
success to talent identification in sport.

Keywords: talent identification in sport, multicriteria optimization, machine
learning, data science
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1. Wstep

Talent powszechnie rozumiany jest jako wrodzone zdolno$ci pozwalajgce
wykonywa¢ pewne czynno$ci powyzej przecigtnego poziomu, a takze
ponadprzecigtny potencjat do dalszego doskonalenia si¢ w tych czynno$ciach. W
literaturze pojecie talentu jest podejmowane w roznych kontekstach. Za talent
mozna uzna¢ zestaw wybitnych, jednokierunkowych lub wielokierunkowych
uzdolnien ludzi. Klasyfikacje definicji talentu mozna oprze¢ na takich kryteriach
jak: wyjatkowo$¢ uzdolnien, ich zwiazek z celami czy rodzaj uzdolnien. Kryterium
wyjatkowosci opiera si¢ na zalozeniu, ze talent jest rzadkim dobrem, nie
powszechnym, jego podaz jest zatem mata (Pocztowski 2008). Przeciwnym
biegunem jest rozumienie talentu jako wysokiego poziomu Kkluczowych dla
organizacji lub stanowiska kompetencji. W tym rozumieniu wszyscy pracownicy
organizacji moga zosta¢ uznani za talenty, jesli proces rekrutacji zaktada selekcje
opartg na wysokich standardach klasyfikacji. Definiowanie talentu staje si¢ tozsame
z poje¢ciem pracownika o wysokim potencjale (Woinska i Szmidt 2005).

The Conference Board w raporcie ,Integrated and Intergative Talent
Management” zaproponowata nastepujaca definicje: ,,Talent to kazda osoba mogaca
w sposob znaczacy wptynaé na obecne i przyszie osiagniecia swojej organizacji.”(
Morton L. 2004). Pozyskiwanie do systemu szkolenia 0osob utalentowanych w jak
najmtodszym wieku i w jak najwigkszej liczbie jest trudne, a biedy popelnione na
tym etapie moga przynies¢ straty czasowe i finansowe. Zarzadzanie talentami
wedlug definicji T. Listwana to ,,zbior dziatan odnoszacych si¢ do oséb wybitnie
uzdolnionych, podejmowanych z zamiarem ich rozwoju i sprawnosci oraz osiggania
celow organizacji” (Listwan T. 2005). W sporcie proces ten mozna podzieli¢ na
cztery etapy: wykrywanie, identyfikacja, selekcja i rozwdj. Osoby zaangazowane w
ten proces musza, cho¢ w stopniu podstawowym posiadaé¢ wiedze z obszarow takich
jak: biomechanika, anatomia, fizjologia oraz psychologia.

Pojecie talentu, rowniez w sporcie, zostalo szeroko opisane w pracy
Lukasza Panfila (Panfil 2012). Zostatly tam przytoczone rdzne aspekty definicji
talentu. Samo pojecie talentu L. Panfil definiuje jako pewna “sprzyjajaca
kombinacje”, ktora taczy w sobie w zasadzie wszystkie aspekty funkcjonowania
cztowieka — od genetycznych po $rodowiskowe. Korzystny uktad ich bedzie
owocowat talentem w takiej badz innej dziedzinie2. Autor pracy podkresla, ze,
przygotowanie do uprawiania sportu na najwyzszym poziomie, w odréznieniu od
innych dziedzin, zajmuje duzo wigcej czasu i czgsto rozpoczyna si¢ juz w
dziecinstwie. Wedlug .. Panfila w sporcie odpowiednie zdiagnozowanie talentu i
poOzniej rozwijanie go jest jednym z gldéwnych czynnikdw pdzniejszego sukcesu na
najwyzszym poziomie. Podkresla jak wazne jest wspieranie talentu przez: rodzing,
rowiesnikow czy tez szkote, a takze spoteczne, ekonomiczne i polityczne
organizacje (Panfil 2012).

Na poczatku jedna z kluczowych decyzji jest wyboér odpowiedniej
dyscypliny. Po wyborze dyscypliny kolejnym etapem jest dobor treningu, ktory
powinien by¢ spersonalizowany i prowadzi¢ do osiagnigcia jak najlepszej formy i

2 http://mlodziezowyfutbol.pl/poradnik-sukcesu-pilkarza/dla-rodzica/poradnik-mf-talent-pilce-noznej-
identyfikowanie-rozwoj-cz/
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wynikow sportowca. Wyniki uzyskiwane w trakcie treningdw powinny by¢ rowniez
brane pod uwage i stanowi¢ kolejny etap weryfikacji kandydata.

Na osiagi sportowca ma wpltyw wiele czynnikow, cze$¢ z nich zostata
przedstawiona na rysunku 1. Wszystko to czyni proces identyfikacji i zarzadzania
talentami dobrym do zastosowania komputerowego systemu wspomagania decyzji.
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Rysunek 1. Czynniki majace wplyw na osiagi sportowca.
Zrédlo: opracowanie wlasne.

W dostgpnych modelach identyfikacji, wyboru i rozwoju talentow w
sporcie (Bar-Or’s, Gimbel’s, Jones & Watson’s, Harre’s, Bompa’s) [3] w pierwszej
kolejnosci zbiera si¢ rozne parametry, ktore nastepnie poddaje si¢ analizie. W
zalezno$ci od modelu mozna podzieli¢ je na: cechy morfologiczne, fizjologiczne,
psychologiczne i wydajno$ciowe (ang. morphological, physiological, psychological,
performance). Wigkszo$¢ parametréw mozna pozyska¢ w sposob nieinwazyjny za
pomoca ogdlnodostepnych sensoréw i roznych testow. Prawidlowa analiza tych
danych jest podstawa do dalszych czynnosci zdefiniowanych w poszczegdlnych
modelach. W obszarze tym mozna z powodzeniem zastosowaé komputerowe
wspomaganie podejmowania decyzji, ktére w znacznym stopniu przyczyni si¢ do
skrocenia calkowitego czasu potrzebnego do identyfikacji talentow i zwigkszy
skutecznos¢ catego procesu.
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2. Schemat procedury

Ponizej zostala przedstawiona propozycja procedury w trakcie, ktdrej zostang
przeanalizowane parametry zebrane od sportowcow i na tej podstawie dokonany
zostanie wybor odpowiedniej dyscypliny oraz dobor treningu:

(1) Pomiar parametréw kandydata.

(2) Przygotowanie danych do analizy. Jeden z modutéw komputerowego systemu
wspomagania identyfikacji talentéw sportowych powinien wspieraé
uzytkownika
w przypadkach, gdy dane sg niepoprawnie sformatowane, zanieczyszczone,
posiadaja rekordy odstajace itp.

(3) Przetworzenie danych i poddanie ich analizie. W przypadku zbyt matej ilosci
wymaganych danych system powiadomi sportowca o potrzebie wykonania
dodatkowych pomiardéw.

(4) Na podstawie wynikow wybor dyscypliny i treningu weryfikacyjnego.

(5) Wizualizacja wynikéw oraz rekomendacje dotyczace modyfikacji treningu lub
zmiany dyscypliny.

(6) Iteracyjnie wykonywana ocena skutkéw i odpowiednia modyfikacja
rekomendacji.

SCHEMAT PROCEDURY

Parametry sportowca

JE———

Przygotowanie Analiza parametréw i
danych Klasyfikacja

P

: Ocena skutkéw P :
Wybér dyscypliny i cen W KONIEC

dobér treningu < I PROCEDURY

[

Modyfikacja

Rysunek 2. Schemat procedury dla systemu do wspomagania identyfikacji
talentow w sporcie
Zrédlo: Opracowanie whasne.
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3. Metoda i organizacja przeprowadzania pomiarow

Rozwdj technologii mobilnych i Internetu rzeczy (ang. internet of things) dat
ogromne mozliwosci w $wiecie sportu w obszarze zbierania i analizy roznych
parametréw wydajnosciowych. Sportowcy moga korzysta¢ z zegarkéw sportowych,
aplikacji na urzadzeniach mobilnych - posiadajacych wbudowane sensory, licznikow
kadencji, pulsometrow itp.. Dokladno$¢ tych urzadzen pozwala na zebranie
wiarygodnych warto$ci parametrow wydajno$ciowych potrzebnych w proponowanej
procedurze. Do przeprowadzenia ich pomiaréw nalezatoby wykorzystaé¢ gotowe lub
sformulowa¢ nowe proby testowe. Testy powinny by¢ przeprowadzane dla
wszystkich os6b w warunkach jednakowych czynnikow zewnetrznych. W
przeciwnym przypadku nalezaloby w calej procedurze uwzgledni¢ ich wplyw na
otrzymane wyniki.

Cechy morfologiczne mozna mierzy¢ réoznymi sposobami. Jednym z nich jest
tzw. zestaw Martina. Postugujac si¢ tasmag antropometryczng, antropometrem,
cyrklem kabtagkowym nalezy dokona¢ stosownych pomiardéw, ktére mozna
rozszerzy¢ o pomiary faldomierzem oraz waga. Innym sposobem, ktéry warto
zautomatyzowacé jest analiza fotografii kandydatow, ktorag mozna przeprowadzié za
pomoca glebokich sztucznych sieci neuronowych. Nast¢pnie postugujac si¢ metoda
Wiliama Sheldona w modyfikacji Heath i Cartera warto rozbudowa¢ parametry o
ocen¢ typologiczng, ktora klasyfikuj¢ ludzi pod wzgledem budowy ciata na trzy
kategorie: endomorficzny, mezomorficzny i ektomorficzny.

Liczbe cech mozna powickszy¢ przy pomocy nowoczesnych metod opisanych
w [7]:

(1) Wywiad z zawodnikiem.

(2) Cechy psychiczne zebrane za pomoca kwestionariuszy NEO-FFI, EAS i

CISS.

(3) Pomiar zawarto$ci wody w organizmie.

(4) Pomiar spoczynkowej przemiany materii za pomocg ergospirometru.

(5) Morfologia krwi.

(6) Stezenie we krwi réznych enzymow i zwiazkow: cholesterolu,
triglicerydow, glukozy, kreatiny, mocznika, kwasu moczowego, alfa-
amylazy trzustkowej, hemoglobiny, potasu, fosfatazy alkalicznej,
bilirubiny, kinazy kreatynowej.

(7) Stezenie mleczanu we krwi.

(8) Stezenie amoniaku we krwi.

(9) Stezenie kreatyniny w moczu.

(10) Stezenie pochodnych puryn we krwi.

(11)Pomiar gazometrii krwi.

(12) Pomiar objeto$ci i szybko$ci przepltywu powietrza metodg spirometryczng.

(13) Wydolno$¢ tlenowa submaksymalna i maksymalna.

(14) Temperatura powierzchni ciata.

(15) Analiza ruchu za pomocg MyoMotion, OptimEye, BioHarness,

(16) Aktywnos¢ bioelektryczna migéni.

(17)Zdolnosci szybkosciowo-sitowe mierzone za pomoca SmartJump.
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(18) Testy koordynacyjne przeprowadzane w oparciu o czujniki $wietlne np.
FltLight Trainer.

4. Matematyczne modelowanie kandydatéw

Kazda osob¢ mozna opisa¢ w danym czasie za pomoca wektora cech
antropometrycznych, sktadu budowy ciala i wydajno$ciowych, zawierajacego takie
skladowe jak: wzrost, waga, suma faldow skoérnych, wskaznik masy ciata, obwody
konczyn, maksymalna wydolnos¢ tlenowa VOzmax, stezenie kwasu mlekowego we
krwi BLa, wzrost tetna HR, poziom tlenu we krwi, poziom nawodnienia itd.. Wektor
ten uzyskuje si¢, przeprowadzajac odpowiednie pomiary. Pozwala on okresli¢, w
jakiej formie aktualnie znajduje si¢ dana osoba. W kazdej dyscyplinie sportowe;j
deD= {1,..., D} , bazujac na wiedzy eksperckiej mozna utworzyé repozytorium
wzorcow okreslajacych pozadane wartoSci parametrow. Trzeba jednak pamigtac, ze
istotnymi cechami, ktore nalezy wzia¢ pod uwage jest wiek kandydata, po ktérym
przyporzadkowuje si¢ go do kategorii wiekowej k € K oraz pte¢ se{b,g}.
Drugim waznym zatozeniem jest to, ze dyscypliny moga posiada¢ roézne zestawy
parametréw potrzebnych do okre$lenia czy dana osoba wyr6znia si¢ na tle innych
kandydatow. Biorac powyzsze pod uwage niech beda dane:

d d d d s q K b . \
N = Nl""’Nl’---aNL(d) S Nk e D,k e K,s e{b, g} - zbior numerdéw

parametréw dla danej dyscypliny sportowej, gdzie:

Nk - zbidr numerow wszystkich parametrow z repozytorium dla kategorii

wiekowejk e K .
L(d) - liczba parametréw wydajnosciowych dyscypliny sportowej d € D .

Cze$¢ z zebranych parametrow bedzie miata wieksze znaczenie dla danej
dyscypliny niz pozostate, wi¢c dla kazdego z nich, ekspert powinien okresli¢ stopien

waznosci:
d d d
(04 nl S [0,1] y nl (S N

Po zebraniu parametréw kandydata x nalezacego do zbioru wszystkich
planowanych do przebadania kandydatéow X w danej kategorii wiekowej k e K,
mozemy opisa¢ go w nastepujacy sposob:

X
\ X_ {N i(, N IX, N L} - zbidr numerow parametrow kandydata

Xexi,keK ,s €{b, g}, gdzie:

L - liczba parametrow w repozytorium.

W artykule w celach demonstracyjnych ograniczono si¢ do cech
antropometrycznych oraz skladu budowy ciala. Nie uwzgledniono w nim roéwniez
wieku kandydatow i dla wszystkich dyscyplin zastosowano ten sam zestaw cech.
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Opisywane podej$cie w przysztosci zostanie rozbudowane 0 pominigte aspekty oraz
planuje sie doda¢ parametry wydajnosciowe oraz psychologiczne.

5. Wazorce dyscyplin sportowych

W celu demonstracyjnym do utworzenia bazy wzorcow dyscyplin wykorzystano
dane referencyjne opublikowane przez autoréw publikacji [2]. W pracy tej do
pomiar6w wzrostu i wagi wykorzystano 898 sportowcow (264 kobiet i 634
me¢zezyzn). Parametry antropometryczne zostaly zmierzone na 798 sportowcach
(240 kobietach i 558 mg¢zczyznach). Celem pracy byto okreslenie referencyjnych
warto$ci antropometrycznych i budowy ciata sportowcow. Dane zebrano za pomoca
badan  densytometrycznych metoda DXA  (dwuenergetyczna  absorpcja
rentgenowska). Stuzg one do okreslenia gestosci i mineralizacji kosci, ustalenia
sktadu ciata (zawartosci tluszczu, masy mig$niowej i sktadnikow mineralnych).
Metody pomiardéw sktadu ciata czlowieka ze wzgledu na zlozonos¢ podzielono na
pi¢¢ poziomow: 1. Atomowy, 2. Molekularny, 3. Komorkowy, 4. Tkanki i narzady,
5. Cate ciato. W tym przypadku przy pomiarach skupiono sie na dwdch poziomach:
a) cate cialo - dokonano pomiaréw antropometrycznych, b) molekularny - badania
wykonane metoda densytometryczng DXA. Wyniki opublikowano w postaci tabel,
w ktérych rozroézniono ple¢ sportowca. W kolumnach tabeli przedstawiono
percentyle 0.05, 0.25, 0.50, 0.75, 0.95, dla kazdego z nich najmniejsza, estymowana
i najwicksza wartos¢. W wierszach zapisano poszczegdlne dyscypliny. Sposob
estymacji zostat doktadnie opisany w omawianym artykule.

Wzorce dyscyplin sportowych zbudowano w oparciu o dane z obydwu
grup: ,cale cialo” oraz ,poziom molekularny” tylko dla mg¢zczyzn z uwagi na
brakujace dane referencyjne dla kobiet. Do wzorca kazdej dyscypliny zapisano
przeci¢tng (mediang) estymowang warto§¢. Mediana (percentyl 0.50) oznacza, ze
warto$¢ badanej cechy u 50% sportowcow danej dyscypliny nie przekraczata tej
wartosci. Oryginalne dane zostaty zapisane w formacie pdf, co znacznie utrudnito
wykorzystanie ich w dalszych pracach. Proces wydobycia danych z pdf wymagat
konwersji do docx, z ktorego dokonano eksportu do xIsx po czym kazdy parametr
zapisano w oddzielnym pliku csv.

Parametry dla wzorcow z grupy ,,cate ciato”, ktore wykorzystano w demonstratorze:
BW - Waga (ang. Body weight) (kg);

H - Wzrost (ang. Height) (cm);

BMI - Wskaznik masy ciata (ang. Body mass index) (kg/m2);

SSS - Miara faldéw skérnych w siedmiu miejscach (ang. Sum of seven skinfolds)
(mm);

SAPS - Miara fatdow skornych na konczynach (ang. Sum of appendicular skinfolds)
(mm);

SAS - Miara fatdow skornych na ramionach (ang. Sum of arm skinfolds) (mm);

SLS - Miara fatdow skornych na nogach (ang. Sum of leg skinfolds) (mm);

STS - Miara fatdow skornych tutowia (ang. Sum of trunk skinfolds) (mm);

AC - Obwdd ramienia (ang. Arm circumference) (cm);

AMC - Obwdd migénia ramienia (ang. Arm muscle circumference) (cm);
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HC - Obwdd bioder (ang. Hip circumference) (cm);
TMC - Obwdd migsnia uda (ang. Thigh muscle circumference) (cm);
CMC - Obwdd migsnia tydki (ang. Calf muscle circumference)(cm);

Tabela 1. Wzorce dyscyplin sportowych

o
2 %) @) Y > 1% % 1%} W =
S| 3| 2| 5| 3| 5| 3| L) =| &| &| 2| 3
2
Lekkoatletyka | 36.50 | 74.03 | 35.90 | 20.42 | 27.32 | 95.45 1193 | 181.6 | 9.05 | 47.62 | 22.39 | 52.00
Koszykowka | 59.90 | 81.76 | 36.28 | 33.94 | 27.16 | 99.29 | 20.19 | 190.3 | 14.03 | 72.65 | 22.52 | 51.08
Gimnastyka 38.34 | 66.44 | 33.49 | 27.34 | 27.12 92.24 16.12 | 169.8 | 11.87 | 59.12 | 23.00 | 46.34
Korfball 54.28 | 72.73 | 35.62 | 27.02 | 25.93 | 93.96 15.83 | 180.0 | 12.31 | 62.43 | 22.32 | 47.39
Piecioboj 41,28 | 69.56 | 34.56 | 25.83 | 27.13 93.83 15.08 | 176.2 | 11.65 | 57.27 | 22.30 | 51.73
Inne sporty 51.47 | 70.47 | 34.45 | 30.44 | 27.10 94.66 18.89 | 175.6 | 12.00 | 62.89 | 22.77 | 50.57
walki
Wioslarstwo 49,18 | 78.52 | 34.66 | 27.10 | 28.00 96.66 16.09 | 1824 | 11.49 | 60.88 | 23.51 | 50.77
Pilka nozna 47.60 | 73.90 | 35.18 | 25.01 | 27.97 95.75 15.04 | 176.4 | 10.72 | 58.81 | 23.68 | 51.93
Plywanie 43.39 | 72.18 | 34.38 | 26.42 | 30.91 94.23 16.38 | 179.6 | 10.36 | 56.93 | 22.29 | 48.71
Tenis 63.98 | 71.56 | 34.13 | 31.11 | 25.93 | 93.88 18.27 | 177.0 | 1352 | 67.85 | 22.75 | 47.82
Triathlon 44,78 | 66.17 | 34.20 | 23.19 | 26.38 90.54 13.98 | 175.6 9.61 50.26 | 21.44 | 47.75
Siatkowka 54,99 | 89.46 | 36.79 | 27.98 | 31.18 | 102.82 | 17.28 | 193.4 | 11.45 | 70.00 | 23.84 | 53.44
Wrestling i 55.15 | 71.56 | 34.37 | 26.73 | 29.04 | 93.33 16.24 | 172.6 | 10.69 | 59.58 | 23.96 | 49.71
Judo

Zrédlo: Opracowanie whasne na podstawie danych referencyjnych z pracy [2].

6. Badanie podobienstwa

Jedna z metod, ktéra mozna z powodzeniem zastosowa¢ w omawianym przypadku
jest metoda wieloaspektowego badania podobienstwa przedstawiona w pracach [4],
[5]1 [6]. Prace te dotycza modelowania stanu zdrowia pacjenta, aczkolwiek metoda
w nich przedstawiona moze réwniez znalez¢ zastosowanie w obszarze identyfikacji
sportowych talentow. Wektor parametrow moze postuzy¢ w systemie opartym na
wieloaspektowym badaniu podobiefistwa do okre§lenia odpowiedniej dyscypliny
sportowej.

Na potrzeby artykutu do badani podobienistwa pomiedzy stanem kandydata,
a wzorcem dyscypliny sportowej wykorzystano modele pajeczynowe. Wyrdznia si¢
kilka typow tych modeli: punktowe, gwiazdowe, radarowe i wiatrakowe. Ich
wspolng wlasciwoscia jest to, ze kazda cecha ma swoja wlasna 0§ wychodzaca z
centralnego punktu. W niniejszym opracowaniu zastosowano dwa typy modeli:
modele radarowe i wiatrakowe. Te pierwsze powstaja przez faczenie liniami
wszystkich wartosci tej samej serii. W drugich rowniez wartosci jednej serii tgczone
sa liniami, ale kazda warto$¢ jest umieszczona na dwoch osiach tak, aby powstaty
trojkaty roéwnoramienne przylegajace do siebie bokami z jednym wierzchotkiem
wspolnym. Autorska aplikacja po wprowadzeniu danych kandydata i wzorcow
dyscyplin  sportowych  wykonuje odpowiednie wykresy. Na wykresach
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pajeczynowych przedstawione sg: stan kandydata, wzorzec dyscypliny sportowej,
ktoére nanoszone sg na jeden wspolny wykres. Pozwala to wizualnie oceni¢ stopien
podobienstwa, na przyktad, gdy ksztalty i wymiary wykreséw sg zblizone to stopien
jest wysoki. Aplikacja wylicza rowniez charakterystyki jakosciowe wykresow takie
jak: promien, pole, liczba bokow, dlugo$é obwodu, $rodek cigzkosci i dla wspolnego
wykresu: réznice promieni, cz¢$§¢ wspo6lna pol powierzchni, rdznice liczby bokow,
ro6znice dtugosci obwodu, odlegtos¢ srodkow cigzkosci, odleglos¢ wektorow. Skala
podobienstwa wykresow okreslona zostala na podstawie czeSci wspolnej pol
powierzchni oraz odlegtosci srodkow ciezkosci.

Dysponujacy tymi danymi mozemy okresli¢ odleglos¢ kandydata od wzorcow
zdefiniowanych dla kazdej dyscypliny sportowe;j.
* *
Symbolami p(d) i g(d)oznaczymy wzorce dyscypliny sportowej nr

d € D w aspekcie czesci wspolnej pol powierzchni i odlegtosci srodkéw ciezkosci
wykresu pajeczynowego.

Symbolami Ol(N(x),;(d)J,deD i Oz(N(x),:(d)J,deD

oznaczymy odpowiednio cze$¢ wspoOlng pol powierzchni i odlegtos¢ srodkow
cigzkosci wykresow pajgczynowych kandydata i wzorca.

Nastepnie wykorzystujac teorie optymalizacji wielokryterialnej i teorig
* * *

punktu idealhego y=|ypyo definiujemy  zadanie ~w  postaci:

(W,o(d).R)gdzie:

W - zbior dyscyplin wstepnie wybranych dla kandydata;

o(d) - wektorowa funkcja odlegtosci kandydata od wzorca dyscypliny sportowej
nrdeD;

R — model preferencji decydenta;

Wyznaczamy najbardziej prawdopodobna dyscypling i budujemy ranking dyscyplin

do dalszej weryfikacji:
*

*

y1 7= minol(d)' y2 T minoz(d)



Komputerowe wspomaganie identyfikacji talentow w sporcie | 51

PRZESTRZEN PODOBIENSTWA
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Rysunek 3. Przestrzen podobienstwa wygenerowana przez autorska aplikacje
Zrédlo: Opracowanie whasne.

Na rysunku 3 w zbiorze pareto (najbardziej prawdopodobnych dyscyplin)
znalazly si¢: tenis, koszykowka oraz wrestling i judo.

7. Uczenie maszynowe

Innym podejsciem, ktére warto skonfrontowaé z zadaniem omawianym w niniejszej
publikacji jest jeden z obszaréw sztucznej inteligencji, a mianowicie uczenie
maszynowe (ang. machine learning). Dziedzina ta w ostatnim czasie stata si¢
popularna i1 bardzo szybko si¢ rozwija. Glowny podziat metod wuczenia
maszynowego wyrdznia uczenie nadzorowane i nienadzorowane. Pierwszy sposob
polega na tym, ze system dostaje przyktady poprawnego dziatania, na ktoérych
powinien si¢ wzorowa¢ w swojej biezacej pracy. Uczenie nienadzorowane (bez
nauczyciela, czasem nazywane samo-uczeniem) tworzy samodzielnie model
wymagany do rozwigzania zadania nie potrzebujac do tego danych o pozadanym
wyniku. Omoéwienie wszystkich algorytmoéw i technik wchodzacych w sktad tej
dziedziny nawet w podstawowym zakresie wymagatoby pos$wiecenia setek stron,
dlatego tez w niniejszym opracowaniu przedstawiono problem klasyfikacji
wieloklasowej, ktorym jest przyporzadkowywanie kandydatow na podstawie ich
parametréw do odpowiedniej dyscypliny sportowej. Kluczowa dla metod i technik z
tego obszaru jest liczba dostepnych danych. Im wigcej danych zostanie poddanych
analizie, tym lepsze osiagnie si¢ rezultaty.

Eksperyment przeprowadzono w §rodowisku chmurowym Microsoft Azure
Machine Learning Studio przy wykorzystaniu algorytmu lasu drzew decyzyjnych
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(ang. Decision Forest). Przygotowanie komponentu uczacego si¢ do systemu
komputerowego wspomagania identyfikacji sportowych talentow zostato podzielone
na kilka krokéw przedstawionych na rysunku 4.

KROK 01 KROK 06
Zebranie danych Wykorzystanie modelu

KROK 02

Przygotowanie danych do KROK 05
analizy Ocena modelu

4
Y4

KROK 03

KROK 04
Wyb6r algorytmu ™= == mm mm maly

Trenowanie modelu

Rysunek 4. Przygotowanie komponentu uczacego si¢ do systemu komputerowego
wspomagania identyfikacji talentow w sporcie
Zrédloe: Opracowanie wihasne.

(1) Zebranie danych — pierwszy i jeden z najwazniejszych procesow, ktory przetozy
sig¢, na jako$¢ catego rozwiazania. Zgodnie z zasadg ,,Smieci na wejsciu, $mieci
na wyjsciu” to, jakimi danymi zostanie zasilony system przetozy si¢ na jego
ogo6lng efektywnos¢. Niewlasciwe dane zrodlowe moga si¢ juz na poczatku
przeprowadzonych eksperymentéw objawia¢ niskg entropia lub brakiem
korelacji miedzy zmiennymi wejSciowymi, a zmienng wyjSciowa.

(2) Przygotowanie danych — przed przetworzeniem danych nalezy je na poczatku
w odpowiedni sposob przygotowaé. W tym kroku dokonywana jest agregacja,
ocena, obrobka i wzbogacanie danych.

(3) Wybdr algorytmu — zastosowany algorytm przetozy sie na szybko$¢ i
poprawnos¢ wykonywanego przez system przetwarzania. Krok ten zostanie
wielokrotnie powtdrzony w celu poréwnania kilku algorytmow.

(4) Trenowanie modelu - w tym kroku przy wykorzystaniu danych archiwalnych
odpowiednio podzielonych na zbiory, dokonywana jest nauka modelu, aby
w przysztosci miat on zastosowanie dla nowych danych naptywajacych na
wejscie systemu.

(5) Ocena modelu — jest to krok warunkujacy zakonczenie calego procesu
przygotowania modelu. W typowych eksperymentach uczenia maszynowego po
ocenie nastepuje wielokrotne powtoérzenie poprzednich krokéw majace na celu
poprawg, jakosci modelu, az do uzyskania zadowalajacego poziomu. W uzytym
srodowisku modul oceny dla klasyfikatoréw wieloklasowych zwraca §rednie



Komputerowe wspomaganie identyfikacji talentow w sporcie | 53

miary, jako$ci oraz macierz pomylek, na ktorej przedstawione sg informacje, ile
procent obiektow zostalo zaklasyfikowanych do poszczegodlnych klas. Jedng z
podstawowych miar, jakosci klasyfikatorow jest trafnos¢ klasyfikacji mowigca
o tym, jaki jest stosunek liczby obiektow poprawnie zaklasyfikowanych do
liczby wszystkich obiektow.

(6) Wykorzystanie modelu — w przypadku pozadanego rezultatu najlepszy model
zostanie wprowadzony do eksploatacji. Po tym kroku nalezy monitorowac jego
dziatanie i ewentualnie dokonywa¢ aktualizacji przy uzyciu nowych danych.

Zbior danych na potrzeby eksperymentu wygenerowano przy uzyciu jezyka
Python. Z kazdego parametru z danych referencyjnych [2] wybrano najmniejsza
i najwickszg wartos$¢, a nastepnie za pomoca modutu pandas utworzono DataFrame
sktadajacy si¢ z trzech kolumn. Zestaw testowy zostal rozbudowany o ponizsze
cechy wzgledem poprzedniego eksperymentu:
(1) APFM - Appendicular fat-mass;
(2) APBMC- Appendicular bone mineral content;
(3) SBMC- Subtotal bone mineral content;
(4) SBFMP- Subtotal fat mass%;
(5) SBFM- Subtotal fat mass;
(6 ) SBFFM- Subtotal fat-free mass;
(7) SLST- Subtotal lean soft tissue;
(8) WBFT- Whole body fat mass;
(9) WBBMC- Whole-body bone mineral content;
(10 ) WBBMD- Whole-body bone mineral density;
(11) WBFFMI- Whole-body fat mass index;
(12 ) WBFFM- Whole-body fat-free mass;
(13 ) WBLST- Whole-body lean soft tissue;
, dla nastepujacych osmiu dyscyplin sportowych wygenerowano 3200 przypadkow,
czyli po 400 dla kazde;j:
(1) Lekkoatletyka (ang. Athletics);
(2) Koszykowka (ang. Basketball);
(3) Pitka nozna (ang. Soccer);
(4) Ptywanie (ang. Swimming);
(5) Tenis (ang. Tennis);
(6) Triathlon;
(7) Siatkowka (ang. Volleyball);
(8) Wrestling and Judo;
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1D, Dyscyplina,STS, B, CMC, SAPS, AMC,HC, LS, H, SAS, 555, BMT , TMC, WBL ST, SBFFM, APBHC , WBBMD, WBBMC , SBFM, WBFT, WBF FM , APFM, WBFFMI , SLST, SBHC , SBFMP.
1,Swimming,82.55,77.58,38.6,45.53,8.47,102.79,3.13,164.45,2.98,44.7,26.4,54.3,61.87,54.57,1894.47,1.11,1714.4,12.66,6.46,75.25,5.14,23.2,44.52,1985.91,5.83
2,Swimming,18.33,66.74,30.09,28.24,13.74,93.58,28.49,180.14,6.98,57.5,19.96,44. 84,41 .59, 38.57,1243.33,1.42,3517.21,3.56,12.34,44.64,4.95,20. 38,5505, 2191.16,5.33
3,5winming,57.3,53.57,35.83,18.53,34.87,95.29,27.68,184.34,4.72,34.88,18.87,52.12,76..61,54.06,1376.85,1.24,2208.0,11.83,20. 24, 27.98,2.06,17.44,41.17,1732.31,15.29
4,Swimming,46.78,71.24,38.65,18.95,52.55,89.76,17.95,163.64,14.29,183.65,24.71,46.62,55.14,78.63,772.63,1.44,2823.67,16.6,13.99,33.66,6.52,22.69,67..81,2130.57,36. 27
5, Swimming,17.78,61.31,31.17,33.8,38.62,92.82,25.95,180.63,18.18,47.89,21.16,42.18,65.5,65.64,1460.35,0.97,1862.67,11.86,9.92,45.27,2.97,15.47,39.34,1203.14,5.58
6,Swimming,12.16,57.2,33.32,8.5,11.27,83.2,15.33,182.27,10.73,19.15,19.45,39.06,41.4,49.25,732.03,1.34,1833.59,9.61,9.81,61.46,6.91,17. 25,63.97,1088.46,2
7,5wimming,48.66,84.4,30.55,9.55,39.61,86.51,30.56,181.04,11.89,97.15,25.13,59. 23,47.35,40.79,1634.11,0.95, 2683.82,4.84,7.07,25.79,5.54,21.75,44.01,1823.76, 20
&,Swimming,45.85,80.19,35.69,44,91,35.15,88.2,3.5,194.26,5.05,29.19,18.18,44.2,51.22,77.32,1671.29,1.45,1724.49,5.66,5.55,21.96,6.39,17.93,53.98,1562.2,17.
9,Swimming,54.83,55.61,32.7,35.02,36.42,98.45,6.92,179.55,9.45,79.67,26.25,49.03,46 .48, 58.62,853.83,1. 35,1853, 36,7.69,18.96,79.05,3.55,17.51,54.73,1540.9,4.

10, Swimming,44.6,88.8,36.55,19.49,7.86,160.27,20.42,186.2,16.35,70.04, 23.28,39.57,60.77,61.42,1782.53,1.32,3223.57,9,57,10.8,54.64,7.75,21.22,72.11,1448.19, 26,
11, Smm1ng,72 46,79.74,36.24,36.3,9.65,97.13,23.63,192.15,14.26,46.59,20.15,41.98,72. 16, 78.48,1165.13,1.07,2767.88,14.88,11.02, 33. 84,8.32,15.82,71.24,1708. 84, 20.
imming,22.62,51.5,3@ 15.57,102.81,13.39,181.27,12.3,71.68,18.8,46.84,63.26,77.36,1354.64,1.09,2888.53,11.52,9.4,41.57,8.53,16.62,41.7,1880.1, 18,
13,9ummg,7z 48,54.11,30.47,10.68,5.34,95.76,2.08,166.11,12.99,99.78, 24.35,48.76,44..88,53.11,992.03,1.81,2072.18,12.75,16.52,50.0,9.21,19.1,63.62,2845.39,9.
14,Swimming, 24.52,60.22,31.56,37.02,6.7,92.5,23.77,184.92,6.83,31.67,24.81,51.11,65.2,63.21,1986.17,8.95,3866.13,18.89,8.53,44.16,5.21,23.58,66.93,2115.58,6..
15,Swimming,4.46,89.47,31.41,29.13,58.6,84.88,14.61,198.27,14.64,16.46,22.83,44.22,41.89,56.43,736.45,1.18,1854.52,8.01,16.1,25.84,4.96,19.. 46, 66.. 25,2677.89, 16.
16, Swimming,42.56,89.42,38.1,27.84,10.42,85.36,12.89,184.35,8.54,39.07,22.1,40.69,66.14,43.15,1935.062,0.94,2282.21,18.86,3.77,20.41,6.79,23.77,67.56,1807.45, 3.
17,Swimming,63.65,98.83,38.85,27.42,37.43,93.66,30.37,164.19,16.18,93.59,23.16,49.71,44.88,57.98,1468.93,1.93,2839.02,18.23,8.41,74.53,9.13,18.41,62.95,1542.44,30. 2
18, Swimming,37.46,61.77,36.31,22.13,48.67,96.51,17.51,166.33,3.96,54.83,22.5,48.54,69.74,47..9,1318.51,1.32,1699.31,8.5,7.3,70.57,8.47,17.77,42.3,1582.81,21.44

19,Swimming, 21.38,86.92,30.08,42.67,39.63,95.98,12.18,163.98,6.37,15.59,18.32,44.22,67.94,67.2,1311. 89, 1.46,2758. 58,14, 64,10.31,82.99,7.74,21.71,42.79,1708.86,20.2
20,Swimming,30.4,76.84,30.89,46.93,4.52,89.75,9.6,167.06,5.88, 28.19,23.13,46.41,54.58,53.89,657.6,0.97,2562.07,18.51,12.44,76.,06,3.63,17.96,71.63, 2185.8,26.25
21,5wimming,42.3,88.15,31.3,29.06,37.89,93.64,10.33,185.18,12.6,45.14, 18,67, 46.04,45,95,70. 28,750, 19,0.95,3354.32,8.59,5.98,36.37,7.13,23.3,72.25,2199. 91,14, 82
22,5wimming,34.82,71.85,51.37,38.2,43.04,101.92,16.12,187.55,8.54,79.13,26.33,44.34,45.31,74.76,1929.18,1.96,3393.84,16.1,5.95,70.57,4.85,23.6,62.35,2095.4,4.28

23, swimming, 26.27,92.46,31.05,36.15,28.62,163.49,12.91,155.95,12.79,62,45,21.33,56.08,42.15,50.68,1429.63,1.16,3089 .56, 14.52,4.41,79.52,7.95,16.57,62.98,1928.97,20.52
24 ,49.4,86.83,30 2.14,99.84,2.61,189.23,11.82,83.55,25.74,39.76,49.26,67.43,694.75,1.17,2810.73,8.67,14.96, 58,12, 3.76,16.36,43.85,1729. 24,15, 6
25,Swimming,16.34,92.34,32,54,33.78,41.11,99.71,14.87,186.26,8.72,102.24,25. 74, 40.66,63.61, 46.33,1697.66,1.42,1884.68,13.16,7.83,85.84,3.29,22.14,57.98,1349. 3,12.91
26,Swimming,8.94,65.43,37.49,24.83,10.7,99.42,22.69,179.16,11.8,29.79,26.31,47.43,62.67,67.68,1821.56,1.02,1900.84,18.97,13.95,51.18,8.32,18.39,43.33,1720.32,18.96

Bl

R
2

g

27,Swinming,14.85,93.53,35.64,35.34,52.45,88.67,21.11,183.36,13.15,79.8,22.77,42.25,57.59,55.47,1637.59,1.22,2310.87,15.56,16..8,55.04,2.36,20.67,64.37,1831.99,3.35
.8

28, Swimming,35.85,82.54,31.54,12.64,27.77,180.7,24.73,174.88,5.17,11.47,25.5,51.32,60.59,62.32,997.92,1.16,2213.8,5.94,5.9,69.73,4.59,20.65,47.16,1285. 35,12
.46

29,Swinming,59.11,84.71,36.16,48.46,63.9,85.21,18.18,192.56,2.81,8.58,24.83,45.64,76.98,71.35,1894.4,1.89, 2689.64,3.79,4.97,82.93,2.76,16.37,46.45,1571.55,18
38, Swinming,59.81,51.27,35.36,40.01,62.11,160.17,26.21,166.01,13.18,57.65,26.43,50.71,51.13,45.12,765.18,1.14, 3262.86,10.73,4.99,21.67,2.69,17.7,63.26,1074.39,3.86

Rysunek 5. 30 przypadkéw dla dyscypliny ptywanie ze zbioru danych testowych
Zrédlo: Opracowanie wlasne.
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Rysunek 6. Histogram przedstawiajacy liczbe przypadkow dla kazdej dyscypliny
Zrodlo: Histogram wygenerowany w Azure Machine Learning Studio na podstawie

zbioru danych testowych.

4 Metrics

Owerall accuracy 0.882292
Average accuracy 0.973843
Micro-averaged precision 0.882292

Macro-averaged precision NaM
Micro-averaged recall 0.882292
Macro-averaged recall NaM

Rysunek 7. Wskazniki jakosci modelu
Zrédle: Wynik eksperymentu przeprowadzonego w Azure Machine Learning

Studio.



Komputerowe wspomaganie identyfikacji talentow w sporcie | 55

i

P, e, Ui Y %,
o it " * - 3 & "’c,_. s,
Athletics 90.7% 0.8% 1.7% 1.7% 5.1%
Baszketball 3.6% T4.5% 0.9% 12.7% 8.2%
Socoer 100.0%
I Swirnming 1.7% 2.6% 82.1% 1.7% 0.9% 5.19%
m
[
]
2 Tennis 3.3% 96.7%
i
Triathlon 1.5% 97.7% 0.8%
viollzyball 6.2% 14.7% T79.1%
Wrestlin_. 15.7% 0.9% 0.9% 82.4%

Rysunek 8. Macierz pomylek
Zrodlo: Wynik eksperymentu przeprowadzonego w Azure Machine Learning
Studio.

Przeprowadzono seri¢ eksperymentdéw w trakcie, ktéorych zmieniano parametry
algorytmu. Najlepszy uzyskany wynik dla algorytmu drzew decyzyjnych to ogélna
doktadnos¢ na poziomie 0.88 (liczba prawidlowo zaklasyfikowanych przypadkow /
liczba wszystkich przypadkéw). Na macierzy pomytek wida¢, ze model najlepiej
poradzit sobie z klasyfikacja przypadkéw dla dyscypliny pitka nozna (100% dobrze
zaklasyfikowanych), a najgorzej dla koszykowki (74,5%), gdzie 12.7% przypadkow
zostato zaklasyfikowanych, jako siatkdwka.

8. Podsumowanie

Obydwie metody przedstawione w niniejszym opracowaniu daja zachecajace
rezultaty do dalszej analizy. Przedstawiony schemat procedury moze zostaé
wykorzystany do implementacji komputerowego systemu  wspomagania
identyfikacji talentéw sportowych (KSWITS). Implementacja ta potgczona z
ogolnokrajowa baza wzorcéw parametréw dla kazdej dyscypliny mogtaby znalez¢
zastosowanie w szkolach, sekcjach i klubach sportowych. Budowa ogdlnokrajowego
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KSWITS moze sta¢ si¢ kontynuacja dziatan Instytutu Sportu i Ministerstwa Sportu i
Turystyki, ktore udostepnito innowacyjne elektroniczne narzedzie ,,Narodowa Bazg
Talentéw”. Za pomocy tego narze¢dzia gromadzone s dane dotyczace sprawnosci
fizycznej dzieci i mtodziezy.
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